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Binding sites of restric#on enzymes 
and transcrip#on factors 

•  Restric#on endonucleases: 
– EcoRI:  G|AATTC 

•  Transcrip#on factors: 
– glucocor#coid response element ("GRE"): 
   5'‐GGTACAnnnTGTTCT‐3' 



Two problems in mo#f analysis 

•  Given a collec#on of binding sites, develop a 
representa#on of those sites that can be used 
to search new sites and reliably predict where 
addi#onal binding sites occur. 

•  Given a set of sequences known to contain 
binding sites for a common factor, but not 
knowing where the sites are, discover the 
loca#on of the sites in each sequence and a 
representa#on of the protein. 



Mo#f Searching Tools 

•  Searching tools  (paVern matching tools) take as input one or 
more sequences and a paVern. They decide whether the 
paVern matches the input sequence(s) and if so, where. 

•  Learning tools.  
–  supervised paVern‐recogni#on tool: take as input as set of sequences 

and discover a paVern that all of the sequences share. 

–  unsupervised paVern‐recogni#on tool: take as input as set of 
sequences and discover a paVern that some of the sequences share. 



Finding TF‐binding sequences 

•  ChIP‐on‐chip or ChIP‐seq: Immunoprecipitate 
DNA‐TF complexes, then either hybridize them 
to a microarray chip or sequence them. 

•  List promoter regions of co‐regulated genes. 

•  SELEX: Systema#c Evolu#on of Ligands by 
Exponen#al Enrichment (or in vitro selec#on). 
A library of random oligonucleo#des are 
bound to a purified protein, then the bound 
ones are iden#fied. 



Chroma#n Immunoprecipita#on and Microarray (ChIP‐chip) 
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Consensus sequences 

•  ATCGATYxxxRATCGAT or ATCGATYxxxxRATCGAT 
•  This paVern may be wriVen as a “regular 
expression”: 

 ATCGAT[TC].{3,4}[GA]ATCGAT 
•  …. where ‘.’ means any character, {m,n} means 
preceding character repeated between m and n 
#mes, [ABCD] means one character that can be 
either A, B, C or D. 

•  Other conven#ons exist to represent sequence 
paVerns. 



How to define a consensus sequence 

 With no mismatch  with 1 mismatch  with 2 mismatches 
TATAAT  2/6  1/4000 bp  3/6  1/200 bp  6/6  1/30 bp 
TATRNT  4/6  1/200 bp  6/6  1/30 bp 

The ‐10 region of six promoters 
(Pribnow, 1975) 



MATRICES 
•  A posi#on frequency 

matrix (PFM) records the 
posi#on‐dependent 
frequency of each residue 
or nucleo#de. PFMs can be 
experimentally determined 
or computa#onally 
discovered. 

•  A posi#on weight matrix 
(PWM) contains log odds 
weights for compu#ng a 
match score. A cutoff is 
needed to specify whether 
an input sequence matches 
the mo#f or not. PWMs 
are calculated from PFMs. 

Pos  A  C  G  T  IUPAC 

01  6  2  8  1  R 

02  3  5  9  0  S 

03  0  0  0  17  T 

04  0  0  17  0  G 

05  17  0  0  0  A 

06  0  16  0  1  C 

07  3  2  3  9  T 

08  4  7  2  4  N 

09  9  6  1  1  M 

10  4  3  7  3  N 

11  6  3  1  7  W 

IUPAC 
Code 

Meaning 

G  G 

A  A 

T  T 

C  C 

R  G or A 

Y  T or C 

M  A or C 

K  G or T 

S  G or C 

W  A or T 

H  A or C or T 

B  G or T or C 

V  G or C or A 

D  G or A or T 

N  G or A or T or C 



A Posi#on Weight Matrix of log 
odds scores 

Stormo, 1988  

mi,j = log(pi,j / bi), where pi,j is the probability of 
observing symbol i at position j of the motif, and 
bi is the probability of observing the symbol i in a 
background model.  



Informa#on content 

Ii = Informa#on 
content at posi#on i; 
General case, where 
each base's 
composi#on = 25% 

Iseq(i)=rela#ve entropy at posi#on i 
each base's  
composi#on = p0 



Eight known ROX1 genomic 
binding sites in three S. 
cerevisiae genes. 

Degenerate consensus sequence. 

Frequencies of nucleo#des at each posi#on. 

Sequence logo showing the frequencies scaled 
rela#ve to the informa#on content (measure of 
conserva#on) at each posi#on. 

Energy normalized logo using rela#ve 
entropy to adjust for low GC content 
in S. cerevisiae. 

Frequencies of nucleo#des at each posi#on. 



Correla#on between binding strength 
and homology score 

Mulligan et al., 1984 

Berg and Hippel 
(1987) showed by 
using statistical 
mechanics theory that 
the log of base 
frequencies should be 
proportional to the 
binding energy 
contribution of the 
bases. 



Independence of bases within mo#f 

•  Limita#on of posi#on weight matrix is the 
assump#on that the posi#ons in the site 
contribute addi#vely to the total binding 
ac#vity. 

•  Sta#s#cal methods (e.g. neural networks) 
used to iden#fy which pairs of sites are 
dependent on each other. 



Correlated bases 

Zhou and Liu, 2004 



De novo discovery of mo#fs 

•  MEME: uses expecta#on maximiza#on 
•  Gibbs Sampler:  

•  PhyloGibbs: Uses pylogene#c informa#on 

•  Weeder: Enumerates mo#fs 

•  … etc. 



DISCOVERING SITES 



Stormo and Hartzell, 1989 

1.  Each sequence is 105 bases long and contains at 
least one CRP site. 

2.  The 86 20-long words of the first sequence constitute 
the first PWM. Each of these is compared with each of 
the 20-long words of the next sequence and the best 
match to each matrix kept as a two-sequence matrix. 

3.  Each of those is the compared with the 20-long of the 
next sequence and the best match to each matrix kept 
again. Repeat for all 18 sequences. 

4.  The total number of matrices is 94. Plot histogram of 
the  information contents: 



Filtering background sequences 

•  Many yeast promoters have unxpectedly 
common stretches of poly(A) and poly(T) 
sequences, and these can appear to be paVerns 
sought by the mo#f searching program. But these 
paVerns occur in many promoters, not just the 
ones that are co‐regulated. 

•  In such cases, one approach is to iden#fy the 
weight matrix that maximizes the probability of 
binding to the promoters in the collec#on, given 
the background of actual compe#ng sites in the 
genome. 



Two classes of mo#f discovery 
algorithms 

•  Mul#ple alignment methods. 
– Return PWM; use local search techniques such as 
Gibbs sampling or EM 

•  Determinis#c combinatorial algorithms based 
on word frequency counts. 
– Search for various sized sequences exhaus#vely 
and evaluate significance. 



Enumera#ve techniques 

•  dic#onary‐based methods count the number of 
occurrences of all n‐mers in the target sequences, and 
calculate which ones are most overrepresented. 

•  a number of similar overrepresented words may be 
combined into a more flexible mo#f descrip#on. 

•  Alterna#vely, one can search the space of all 
degenerate consensus sequences up to a given length, 
for example, using IUPAC codes for 2‐nucleo#de or 3‐
nucleo#de degenerate posi#ons in the mo#f 

•  WEEDER describes a mo#f as a consensus sequence 
and an allowed number of mismatches, and uses an 
efficient suffix tree representa#on to find all such 
mo#fs in the target sequences 

IUPAC 
Code 

Meaning 

G  G 

A  A 

T  T 

C  C 

R  G or A 

Y  T or C 

M  A or C 

K  G or T 

S  G or C 

W  A or T 

H  A or C or T 

B  G or T or C 

V  G or C or A 

D  G or A or T 

N  G or A or T or C 



Consensus‐based methods 

•  Enumerate all the oligos of (or up to) a given length, in order to determine 
which ones appear, with possible subs#tu#ons, in a significant frac#on of 
the input sequences, and finally to rank them according to sta#s#cal 
measure of significance. 

•  Drawbacks: 
–  For mo#f length of m, there are 4m candidates to enumerate. O(4m) execu#on #me. 

–  Too slow. 

•  Mo#f search can be accelerated by pre‐processing the data in an indexing 
structure, such as a suffix tree. 



Weeder 

•  Consensus‐based method that enumerates 
exhaus#vely all the oligos up to a maximum 
length and collects their occurences (with 
subs#tu#ons) from input sequences. 



Suffix Tree 

Suffix Tree 
Construction time = O(N) 

Construction of a suffix tree 

•  BANANAS 

•   ANANAS 

•    NANAS 

•     ANAS 

•      NAS 

•       AS 

•        S 

•  Starting from the root of the tree, 
each of the sufixes of BANANAS is 
found in the trie.  
•  Because of this organization, you 
can search for any substring of the 
word by starting at the root and 
following matches down the tree until 
exhausted. 



Probabilis#c Approaches 

•  Expecta#on Maximiza#on: Search the PWM 
space randomly 

•  Gibbs sampling: Search sequence space 
randomly. 



ExpectaNon‐MaximizaNon (EM) algorithm 

•  Used in sta#s#cs for finding maximum likelihood es#mates of parameters in 
probabilis#c models, where the model depends on unobserved latent variables.  

•  EM alternates between performing  
–  an expecta#on (E) step, which computes an expecta#on of the likelihood by including the latent 

variables as if they were observed, and  

–  a maximiza#on (M) step, which computes the maximum likelihood es#mates of the parameters by 
maximizing the expected likelihood found on the E step.  

•  The parameters found on the M step are then used to begin another E step, and 
the process is repeated. 



Expecta#on Maximiza#on  
method in mo#f finding 

•  The weight matrix for the mo#f is ini#alized with a single n‐mer subsequence, plus a small 
amount of background nucleo#de frequencies.  

•  Next, for each n‐mer in the target sequences, we calculate the probability that it was 
generated by the mo#f, rather than by the background sequence distribu#on. 

•   Expecta#on maximiza#on then takes a weighted average across these probabili#es to 
generate a more refined mo#f model.  

•  The algorithm iterates between calcula#ng the probability of each site based on the current 
mo#f model, and calcula#ng a new mo#f model based on the probabili#es.  

•  It can be shown that this procedure performs a gradient descent, converging to a maximum 
of the log likelihood of the resul#ng model. 



How does EM algorithms work? 

Starting from a 
single site, 
expectation 
maximization 
algorithms such 
as MEME4 
alternate between 
assigning sites to 
a motif (left) and 
updating the motif 
model (right). 
Note that only the 
best hit per 
sequence is shown 
here, although 
lesser hits in the 
same sequence can 
have an effect as 
well. 



A sample problem for EM 
We know neither the PWM not the mo#f posi#ons  

Lawrence and Reilly, 1990 



E step 

• Let's say we are at the qth iteration. From the previous steps, we have an 
estimate of the population frequency estimates. 
•  We calculate the probability of observing the data in each sequence assuming 
the site starts in each of the possible L-J+1 positions.  
• Using these probabilities as weights, add across the positions to find the 
expected number of the bases at each position in the site. 
• E.g., assume that there is an A in the 1st position of the window that starts at 
position 50 in the third sequence. If the probability that the site starts at position 
50 in the third sequence  is 0.01: add 0.01 A's to the accumulating expected 
number of As in the first position of the site. 



M step 

•  Maximum likelihood es#mates for the 
popula#on frequencies are just the sample 
frequencies when complete data is available. 

•  Subs#tute into equa#on the expected number 
of bases for each posi#on in the site from the 
E step for the (unavailable) observed number 
of bases.   



MEME 

•  Subsequences which occur in the input DNA sequence are 
used as the star#ng points from which EM converges 
itera#vely to locally op#mal mo#fs. This increases the 
likelihood of finding globally op#mal mo#fs. 

•  Mul#ple occurrences of a mo#f are allowed. Algorithm is 
allowed to ignore sequences with no appearance of a shared 
mo#f. So, more resistance to noisy data. 

•  Mo#fs are probabilis#cally erased a|er they are found, so 
more than one mo#f can be found.   



Gibbs sampling 

•  An algorithm to generate a sequence of samples from the joint probability 
distribu#on of two or more random variables. The purpose of such a 
sequence is to approximate the joint distribu#on, or to compute an 
integral (such as an expected value). 

•  Gibbs sampling is applicable when the joint distribu#on is not known 
explicitly, but the condi#onal distribu#on of each variable is known. The 
Gibbs sampling algorithm generates an instance from the distribu#on of 
each variable in turn, condi#onal on the current values of the other 
variables. 



Gibbs sampling illustra#on 

1 

2,3,4,5,6,7,8 

1,2,3,4,5,6,7,8 Many iterations 

Real location 

Search location 



Gibbs sampler (1) 

•  We have N sequences S1, …, SN and we seek within each 
sequence  mutually similar segments of width W. 

•  The algorithm maintains two evolving data structures:  
–  a PWM consis#ng of variables qi,A, … qi,T   and a probabilis#c 

descrip#on of "background frequencies" pA, … , pT .  

–  the alignment, a set of posi#ons ak, for k from 1 to N. 

•  The objec#ve is to iden#fy the most probable common 
paVern. This is obtained by loca#ng the alignment that 
maximizes the ra#o of the corresponding paVern probability 
to background probability. 

Lawrence et al., 1993   



Gibbs Sampler (2) 
•  Ini#ate algorithm by choosing random star#ng posi#ons within the various sequences. It then 

proceeeds through any itera#ons to execute the following two steps 
1.  One of the N sequences, z is chosen either at random or in specified order. The paVerns 

descrip#on and background frequencies are then calculated from the current posi#ons 
ak in all sequences k in 1 … N excluding z. 

2.  Sampling step. Every segment of width W within sequence z is considered as a possible 
instance of the paVern.  

•  The probabili#es Qx of genera#ng each segment x according to the current paVern 
probabili#es qi,j are calculated, as are the probabili#es Px of genera#ng these 
segments by the background probabili#es pj.   

•  The weight Ax=Qx/Px is assigned to segment x, and with each segment so weighted, 
a random one selected. Its posi#on becomes the new ak. 

•  The more accurate the determina#on of its loca#on in step #1, the more accurate the 
determina#on of this loca#on in step #2. Once some correct ak have been selected by 
chance, qi,j begin to reflect, albeit imperfectly, a paVern present in other sequences. 



INTERPRETING THE BIOLOGICAL 
ROLE OF MOTIFS 

. 



Regression‐based techniques to 
iden#fy mo#fs 

Conlon et al. 2003 



MDscan Mo#f Finding Algorithm 

•  Uses 100 highest expressed genes, finds 30 
candidate mo#fs for each width [5,15] 

•  Confirms mo#fs using 500 highest expressed 
genes 

•  Repeat for lowest expressed genes 















WHICH ALGORITHM TO USE? 



Some mo#f search tools 



An assessment of mo#f discovery tools 
Figure 1. RepresentaN
ve staNsNcs 
comparing the 
accuracy of the 13 
tools assessed in this 
analysis. 
(a) Combined 
measures of 
correctness over all 
56 data sets. See 
Tables 1 and 2 for 
details on the 
individual tools, 
Methods sec#on for 
an explana#on of data 
set types and Box 2 
for defini#ons of all 
sta#s#cs. (b) 
Correla#on coefficient 
(nCC) by species. (c) 
Correla#on coefficient 
(nCC) by data set 
type. (d) Combined 
measures of 
correctness over 
generic and Markov 
data sets. (e) 
Specificity (nSp) on 
four nega#ve control 
data sets. 

Tompa et al., 2005 



Pairs of mo#f finding tools work beVer 
than individual ones. 

Tompa et al., 2005 



Mo#f Discovery Workflow 

MacIsaac & Fraenkel, 2006 



How to cluster mo#fs? 

•  TATAATTA       TTACGTAA 
•  TATTATTA       TTATATAA 
•   ATAATTAAG      TATTTAAA 
•  TATTAT        ATTATTTAA      
•  TATCATT        TTATCTAA      
•    TAATT     GCCTTACCTAA 



K‐means clustering 



Clustering mo#fs 
A  0.05  0.80  0.05  0.80  0.75  0.05 

C  0.10  0.10  0.10  0.10  0.10  0.05 

G  0.10  0.05  0.10  0.05  0.10  0.10 

T  0.75  0.05  0.75  0.05  0.05  0.80 

A  0.10  0.80  0.05  0.80  0.80 

C  0.05  0.05  0.10  0.05  0.10 

G  0.05  0.10  0.05  0.10  0.05 

T  0.80  0.05  0.80  0.05  0.05 

A  0.05  0.80  0.05  0.80  0.75  0.05 

C  0.10  0.10  0.10  0.10  0.10  0.05 

G  0.10  0.05  0.10  0.05  0.10  0.10 

T  0.75  0.05  0.75  0.05  0.05  0.80 

A  0.10  0.80  0.05  0.80  0.80 

C  0.05  0.05  0.10  0.05  0.10 

G  0.05  0.10  0.05  0.10  0.05 

T  0.80  0.05  0.80  0.05  0.05 

What is the “distance” between these motifs? 



HOW TO PREDICT BINDING SITES 



Scanning for Mo#fs with PWMs 

MacIsaac & Fraenkel, 2006 



Receiving Opera#ng Curve (ROC) 

Regulated genes 

Unregulated genes 



Cross‐valida#on 

•  the sta#s#cal prac#ce of par##oning a sample 
of data into subsets such that the analysis is 
ini#ally performed on a single subset, while 
the other subset(s) are retained for 
subsequent use in confirming and valida#ng 
the ini#al analysis. 



Sequences chosen with uniform 
probability 

If mo#f is "incorrect", the posi#ve sequences are "randomly selected" from 
among intergenic sequences, without any correla#on or bias toward 
sequences containing the incorrect mo#f. 

Where n is the number of posi#ve sequences, N is the total number of 
sequences (posi#ve and nega#ve) and K is the number of sequences in 
which the word m occurs.  

The p‐value for the null hypothesis being true is the sum of the the 
probability distribu#on for k' >= k. 



Other measures of mo#f quality 

•  Group specificity (or site specificity). The probability of having this many 
target sequences containing the site (or this many sites within the target 
sequences), considering the prevalence of the mo#f throughout the 
genome. 

•  Sequence specificity. Emphasizes both the number of sequences with 
binding sites, and the number of sites per sequence. 

•  PosiNonal bias or uniformity. Measures how uniform the binding site 
loca#ons are distributed, with respect to the transcrip#on start site of the 
gene. Real transcrip#on factor binding sites o|en (but not always) show a 
marked preference for a specific region upstream of the genes they 
regulate. 



False posi#ves 

•  Some sites conform to the sequence iden#fied 
by mo#f searching programs but in vivo do not 
bind to the protein. 

•  These sites are probably not available to be 
bound due to the conforma#on of the 
chroma#n 



PracNcal guidelines 

Given the rates of false posi#ves and false nega#ves, any of these mo#f 
discovery tools should be used with cau#on, and their results should be 
examined carefully. Here are some useful guidelines for applying them 
effec#vely. 

1. If possible, remove spurious paVerns from the target sequences. For 
example, using RepeatMasker (hVp://www.repeatmasker.org/). 

2. Use mul#ple mo#f predic#on algorithms. 

3. Run probabilis#c algorithms mul#ple #mes—you may not get the best 
scoring mo#f on the first run. 

4. If possible, ask for mul#ple mo#fs to be returned—the highest scoring one 
may not be the most biologically relevant. 

5. If necessary, try a range of mo#f widths and expected number of sites 
(some tools will automa#cally op#mize these parameters for you). 



PracNcal guidelines (2) 

6. If needed, filter out mo#fs with biologically implausible distribu#on of 
informa#on content (see the “block filtering” approach by Huber and 
Bulyk). 

7. Combine similar mo#fs, for example by calcula#ng their similarity using 
AlignACE, clustering them, and taking the best representa#ve from each 
cluster. 

8. Use AlignACE to match up with known mo#fs for the organism. 

9. Evaluate the resul#ng mo#fs based on group specificity, set specificity, 
posi#onal bias, etc. 

Lately, a few packages have become available that combine mul#ple mo#f 
discovery algorithms, plus pre‐ and post‐processing and analysis. Examples 
include Mul#Finder and RgS‐Miner. 


